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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda

x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

Paweł Cichosz 3 / 24



Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda
x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

1 R = T = {1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14}.
2 S = {⟨?⟩}.
3 Jako ziarno wybierany jest przykład xs = 1.
4 R(1) = {1, 2, 6, 8, 14}; R(0) = {3, 4, 5, 7, 9, 10, 11, 12, 13}.
5 R

(0)
S = R(0) = {3, 4, 5, 7, 9, 10, 11, 12, 13}.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda
x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

S = {⟨?⟩}

6 Jako ziarno negatywne wybierany jest przykład xn = 3.
7 Jedyny kompleks w S pokrywa xn, w wyniku jego specjalizacji dostajemy:

S = {⟨sunny ∨ rainy, ?, ?, ?⟩}

8 R
(0)
S = {4, 5, 9, 10, 11}.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda
x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

S = {⟨sunny ∨ rainy, ?, ?, ?⟩}

9 Jako ziarno negatywne wybierany jest przykład xn = 4.
10 Jedyny kompleks w S pokrywa xn, w wyniku jego specjalizacji dostajemy:

S = {⟨sunny, ?, ?, ?⟩, ⟨sunny ∨ rainy, hot ∨ cold, ?, ?⟩}

11 R
(0)
S = {5, 9, 11}.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda
x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

S = {⟨sunny, ?, ?, ?⟩,
⟨sunny ∨ rainy, hot ∨ cold, ?, ?⟩}

12 Jako ziarno negatywne wybierany jest przykład xn = 5.
13 Drugi kompleks w S pokrywa xn, w wyniku jego specjalizacji dostajemy:

S = {⟨sunny, ?, ?, ?⟩, ⟨sunny, hot ∨ cold, ?, ?⟩,
⟨sunny ∨ rainy, hot, ?, ?⟩, ⟨sunny ∨ rainy, hot ∨ cold, high, ?⟩}

14 Drugi kompleks nie jest maksymalnie ogólny, po jego usunięciu:

S = {⟨sunny, ?, ?, ?⟩, ⟨sunny ∨ rainy, hot, ?, ?⟩, ⟨sunny ∨ rainy, hot ∨ cold, high, ?⟩}
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład: pogoda
x outlook temperature humidity wind play
1 sunny hot high normal no
2 sunny hot high high no
3 overcast hot high normal yes
4 rainy mild high normal yes
5 rainy cold normal normal yes
6 rainy cold normal high no
7 overcast cold normal high yes
8 sunny mild high normal no
9 sunny cold normal normal yes

10 rainy mild normal normal yes
11 sunny mild normal high yes
12 overcast mild high high yes
13 overcast hot normal normal yes
14 rainy mild high high no

S = {⟨sunny, ?, ?, ?⟩,
⟨sunny ∨ rainy, hot, ?, ?⟩,
⟨sunny ∨ rainy, hot ∨ cold, high, ?⟩}

15 Aby zawęzić S do m = 2 najlepszych kompleksów, należy wyznaczyć ocenę ich jakości – np.
jako sumę:

liczby pokrywanych przykładów klasy zgodnej z klasą ziarna,
liczby niepokrywanych przykładów klasy innej od klasy ziarna.

16 Następnie specjalizacja jest kontynuowana w podobny sposób (dokończenie przykładu pozostaje
jako ćwiczenie).
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Algorytm AQ (równoważne tradycyjne sformułowanie)

...
4 jak długo R

(0)
S ̸= ∅:

1 wybierz xn ∈ R
(0)
S ;

2 S′ := częściowa-gwiazda(xn, xs);
3 S := S ∧ S′;

...

częściowa-gwiazda: zbiór maksymalnie ogólnych kompleksów k′ takich, że
k′ ̸ ▷xn i k′ ▷ xs (równoważne specjalizowaniu kompleksu ⟨?⟩ tak,
aby nie pokrywał xs i pokrywał xn).

Koniunkcja zbiorów kompleksów: S ∧ S′ = {k ∧ k′ | k ∈ S,k′ ∈ S′}.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Algorytm CN2

Proces specjalizacji bez użycia wybranych pojedynczych przykładów
(ziaren).
Każdy kompleks specjalizowany na wszystkie możliwe sposoby
modyfikujące dokładnie jeden selektor:

jako nowe zbiory wartości dozwolonych brane pod uwagę wszystkie
podzbiory obecnego zbioru wartości dozwolonych selektora.

Ocena jakości na podstawie rozkładu klas w zbiorze Rk (premiowana
dominacja jednej klasy).
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Algorytm CN2

Przechowywany i aktualizowany najlepszy dotychczas statystycznie
istotny kompleks:

stosowany test statystycznie istotnej zależności między
pokryciem/niepokryciem przez kompleks a klasą przykładu (np. test
χ2, test G),
statystyczna istotność wymaga wyraźnie różnego rozkładu klas wśród
przykładów pokrywanych i niepokrywanych oraz wystarczająco dużej
liczby przykładów pokrywanych.

Do dalszej specjalizacji przechodzi m najlepszych kompleksów
z aktualnej iteracji.
Koniec specjalizacji po osiągnięciu maksymalnej szczegółowości.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład specjalizacji CN2: figury geometryczne

S = {. . . , ⟨ma ∨ śr, ?, ko ∨ kw⟩, . . . }

⇓

S′ = {. . . ,⟨śr, ?, ko ∨ kw⟩, ⟨ma, ?, ko ∨ kw⟩,
⟨ma ∨ śr, cze ∨ zie, ko ∨ kw⟩, ⟨ma ∨ śr, zie ∨ nie, ko ∨ kw⟩,
⟨ma ∨ śr, cze ∨ nie, ko ∨ kw⟩,
⟨ma ∨ śr, cze, ko ∨ kw⟩, ⟨ma ∨ śr, zie, ko ∨ kw⟩,
⟨ma ∨ śr, nie, ko ∨ kw⟩,
⟨ma ∨ śr, ?, ko⟩, ⟨ma ∨ śr, ?, kw⟩, . . . }
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Algorytm FOIL

FOIL (first-order inductive logic) – algorytm do indukcji reguł
w rachunku predykatów, ale tutaj dostosowany do zwykłych
(zdaniowych) reguł.
Proces specjalizacji bez użycia wybranych pojedynczych przykładów
(ziaren).
Każdy kompleks specjalizowany na wszystkie możliwe sposoby
modyfikujące dokładnie jeden selektor uniwersalny:

jako nowe zbiory wartości dozwolonych brane pod uwagę wszystkie
podzbiory zbioru wartości odpowiedniego atrybutu

Ocena jakości na podstawie rozkładu klas w zbiorze Rk (premiowana
dominacja jednej klasy) z uwzględnieniem pokrycia (premiowane
pokrywanie wielu przykładów).
W każdej iteracji pozostawiany jeden najlepszy kompleks.
Koniec specjalizacji gdy nie poprawia się jakość.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przykład specjalizacji FOIL: figury geometryczne

⟨ma ∨ śr, ?, ko ∨ kw⟩

⇓

⟨ma ∨ śr, cze ∨ zie, ko ∨ kw⟩,
⟨ma ∨ śr, zie ∨ nie, ko ∨ kw⟩,
⟨ma ∨ śr, cze ∨ nie, ko ∨ kw⟩,
⟨ma ∨ śr, cze, ko ∨ kw⟩,
⟨ma ∨ śr, zie, ko ∨ kw⟩,
⟨ma ∨ śr, nie, ko ∨ kw⟩
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Ocena jakości kompleksów

Pokrycie: na podstawie liczby pokrywanych/niepokrywanych przykładów właściwej
(dominującej) klasy/niewłaściwych (pozostałych) klas, np.:

νR(1),R(0)(k) = |R(1)
k |+ |R(0) −R

(0)
k |

Dokładność: na podstawie ilorazu liczby pokrywanych przykładów właściwej
(dominującej) klasy i liczby wszystkich pokrywanych przykładów, np.:

νR(1),R(0)(k) =
|R(1)

k |+ 1

|R(1)
k ∪R

(0)
k |+ |C|

Dominacja klasy z uwzględnieniem pokrycia: np.:

νR(1),R(0)(k) = |R(1)
k |

(
log

|R(1)
k |

|R(1)
k ∪R

(0)
k |

− log
|R(1)

k′ |
|R(1)

k′ ∪R
(0)
k′ |

)
gdzie k′ – poprzedni kompleks, z którego otrzymano k przez specjalizację.

Dla nieuporządkowanego zbioru reguł: ocena jakości na Tk.
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Przycinanie zbiorów reguł

Motywacja: zbiór reguł dokładnie dopasowany do zbioru trenującego może
być nadmiernie dopasowany, lecz trudno określić odpowiednie
kryterium stopu specjalizacji.

Operatory:
generalizacja reguły: zastąpienie wybranego selektora selektorem

uniwersalnym,
eliminacja reguły: usunięcie wybranej reguły ze zbioru reguł.

Kryteria: ocena wpływu zastosowania operatora przycinania na błąd
rzeczywisty zbioru reguł (np. estymowany na oddzielnym zbiorze
przykładów).
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Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

Właściwości zbiorów reguł

Jedno z pierwszych skutecznych podejść do uczenia się modeli
klasyfikacji o symbolicznej reprezentacji.
Zwykle dość dobra jakość predykcji, chociaż często inne algorytmy
dają nieco lepsze modele.
Reprezentacja modeli czytelna dla człowieka.
Możliwa weryfikacja i udoskonalanie modelu z użyciem wiedzy
eksperckiej.
Podatne na nadmierne dopasowanie – konieczne dobranie
odpowiednich funkcji oceny kompleksów lub zastosowanie przycinania.
Algorytmy wciąż użyteczne lecz niezbyt popularne, m.in. ze względu
na ograniczoną dostępność nowych wystarczająco funkcjonalnych i
wygodnych w użyciu implementacji.
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Reprezentacja modeli za pomocą drzew decyzyjnych

1 Indukcja reguł przez sekwencyjne pokrywanie (c.d.)

2 Reprezentacja modeli za pomocą drzew decyzyjnych
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Reprezentacja modeli za pomocą drzew decyzyjnych

Struktura drzewa

 a1 = v11

 a2 = v21,v22

 a3 < 4

 a2 = v21

d1
.9  .1  .0

d1
1.0  .0  .0

d2
.0  1.0  .0

d3
.4  .0  .6

d2
.0  .7  .3

1 0

1 0

1 0

1 0
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Reprezentacja modeli za pomocą drzew decyzyjnych

Struktura drzewa

Węzły: podziały (testy) na podstawie warunków dotyczących wartości
atrybutów t : X → Rt (pełnią analogiczną rolę jak selektory
w regułach).

Gałęzie: dla każdego wyniku r ∈ Rt podziału t w węźle prowadzą z tego
węzła do jego węzłów potomnych.

Liście: klasy i prawdopodobieństwa klas.
Głębokość drzewa: maksymalna liczba krawędzi między korzeniem

a liściem.
Proces predykcji: przykład x propagowany od korzenia drzewa do liścia

ścieżką wyznaczaną przez wyniki podziałów w kolejnych
odwiedzonych węzłach t1(x), t2(x), . . . , klasa z osiągniętego liścia
jest wartością h(x).
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Reprezentacja modeli za pomocą drzew decyzyjnych

Podziały dla atrybutów dyskretnych
Wielowartościowe na podstawie wartości atrybutu:

t(x) = a(x)

Binarne na podstawie równości:

t(x) =

{
1 jeżeli a(x) = v

0 w przeciwnym przypadku

Wielowartościowe na podstawie podzbiorów wartości atrybutu:

t(x) =


1 jeżeli a(x) ∈ V1

2 jeżeli a(x) ∈ V2

. . .

k jeżeli a(x) ∈ Vk

Binarne na podstawie przynależności do zbioru:

t(x) =

{
1 jeżeli a(x) ∈ V

0 w przeciwnym przypadku
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Reprezentacja modeli za pomocą drzew decyzyjnych

Podziały dla atrybutów ciągłych

Binarne na podstawie nierówności:

t(x) =

{
1 jeżeli a(x) ≤ v

0 w przeciwnym przypadku

Wielowartościowe na podstawie przedziałów wartości atrybutu:

t(x) =


1 jeżeli a(x) ∈ (−∞, v1]

2 jeżeli a(x) ∈ (v1, v2]

. . .

k jeżeli a(x) ∈ (vk−1,∞)

Skończona liczba podziałów: dla każdej pary kolejnych wartości v′, v′′

atrybutu a rozważana tylko jedna separująca je wartość progowa (np.
v′+v′′

2 ).
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Reprezentacja modeli za pomocą drzew decyzyjnych

Dekompozycja dziedziny

 a2 < 6.5

 a1 < 3.5

 a1 < 7.5

 a1 < 5.5

 a1 < 4.5

1

2 3

4

5 6

1 0

1 0

1 0

1 0

1 0

a1

a2

2

4

6

8

10

2 4 6 8 10

1

2

3

4

5

6

Z każdym węzłem lub liściem n jest związany odpowiedni podzbiór Xn dziedziny X
i odpowiedni podzbiór Sn dowolnego zbioru danych S, zawierający przykłady, które
docierają do tego węzła lub liścia, jeśli są propagowane z korzenia drzewa ścieżkami
wyznaczanymi przez wyniki kolejnych podziałów.
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Reprezentacja modeli za pomocą drzew decyzyjnych

Wymiar VC

Teoretyczny, bez atrybutów ciągłych: liczba możliwych kombinacji wartości
atrybutów.

Teoretyczny, z atrybutami ciągłymi: ∞.
Efektywny: redukowany przez zastosowanie kryteriów stopu i przycinania

(jak zobaczymy dalej).
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